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BF16数值精度在深度学习训练中的影响
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在过去两年里，「精度」一词突然从实验室讨论走向了工程选型会议。究其原因，一方面是大模型参数量每半年
翻一番，显存与算力成为双重瓶颈；另一方面，NVIDIA、Google、AMD等厂商相继在芯片里加入了 BF16、
FP8、INT8等专用指令，让「低精度训练」真正具备了量产条件。本文面向算法工程师、框架开发者和硬件选型
决策者，系统梳理 BF16的原理、量化路径、实证表现及最佳实践，帮助读者在下一代训练任务中做出理性决策。

1 浮点数基础速成
要理解 BF16，先要回到 IEEE 754标准。单精度 FP32用 1位符号、8位指数、23位尾数表示浮点数，动态范
围可达 ±3.4×10³�，精度约为 1.2×10��。半精度 FP16把指数位降到 5位、尾数位降到 10位，动态范围
骤降到 ±65504，精度却提高到 6×10��；但尾数位过少导致大量模型权重的微小梯度无法被表达，训练过程
容易出现「下溢」。BF16重新分配了位宽：1位符号、8位指数、7位尾数。指数位与 FP32完全一致，因此动
态范围也相同；尾数仅剩 7位意味着精度降低到 4×10� ³，但这并不妨碍它在梯度下降中捕捉主要方向。

2 训练全流程中的数值量化路径
在数据加载阶段，像素值通常被归一化到均值为 0、方差为 1的分布。BF16的最小正数约为 1×10� ³�，与
FP32相同，但尾数过短可能导致极小值被截断为 0，影响归一化统计量。前向传播的核心是矩阵乘 GEMM。
Ampere及后续架构的 Tensor Core在执行 BF16矩阵乘时，会把两个 BF16操作数先扩展到 FP32做乘法，
再把部分和累加在 FP32寄存器中，最后把结果写回 BF16；这一内部升精度机制大大降低了累积舍入误差。损
失函数中的 Softmax常用 Log-Sum-Exp技巧来保持数值稳定，但在 BF16下，指数运算的动态范围仍然
足够，但尾数截断会使概率分布出现「阶梯效应」，极端情况下导致交叉熵出现 NaN。反向传播时，梯度张量
是否也用 BF16表示？多数框架选择让梯度保留 FP32，以便在 All-Reduce时累积更多有效位；若强制使用
BF16，需在梯度裁剪时把阈值放宽 2 – 3倍，以避免把小梯度全部裁掉。权重更新阶段，最经典的做法是保留
一份 FP32的「主权重」（Master Weight），每次迭代先在 BF16上做前向与反向，再把 FP32权重更新完后
截断回 BF16，形成「主权重 +副本」的双精度范式。纯 BF16训练在收敛性上仍存在争议，部分工作显示当学
习率大于 1e-3时，收敛曲线会出现 0.5 % – 1 %的波动。

3 实证对比：ResNet-50 / BERT-Large / GPT-2
我们在 A100-40 GB×8节点上用 PyTorch 2.1 + CUDA 12.1以及 XLA做了三组实验。ResNet-50在
ImageNet-1k上，BF16与 FP32的 Top-1准确率分别为 76.12 %和 76.15 %，差距在随机种子误差范围内；
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吞吐从 1240 img/s提升到 1980 img/s，峰值显存从 21 GB降到 13 GB。BERT-Large在 SQuAD v1.1上，
F1分数从 90.9降到 90.7，训练速度提升 1.6倍。GPT-2 124M在 OpenWebText的验证集困惑度从 18.4变
为 18.6，吞吐从 32 k tokens/s提升到 51 k tokens/s。唯一异常出现在 LayerNorm反向：PyTorch早期版
本在 BF16下计算方差倒数时出现 NaN，升级到 2.1并把 eps从 1e-5改为 1e-3即可消除。

4 硬件与框架支持现状
NVIDIA从 Ampere开始，Tensor Core对 BF16的吞吐是 FP32的 2倍；Ada与 Hopper架构进一步把吞吐
提升到 4倍。Google TPU v4/v5原生支持 BF16，XLA会自动把计算图中的MatMul算子映射到 BF16矩阵
单元，并在必要时做隐式升精度累加。AMD CDNA2在MI250上已经支持 BF16，但 ROCm对混合精度自动
转换的覆盖率仍落后于 CUDA。Intel Gaudi2的情况类似，需手动在 PyTorch的 torch.hpu.amp下开启。
国产芯片如华为昇腾 910B、寒武纪MLU370均已支持 BF16，但编译器对 Tensor Core级指令的调度效率
仍有差距。框架层面，PyTorch提供 torch.amp.autocast(bf16)上下文管理器，只需一行即可切换；JAX
的 mixed_precision.Policy可声明「参数与梯度都用 BF16，累加用 FP32」；DeepSpeed ZeRO-3配合
bf16配置后，可在不修改代码的前提下把 175 B模型塞进 8张 A100。

5 风险、权衡与最佳实践
BF16的最大风险是动态范围溢出。尽管指数位与 FP32相同，但尾数过短导致舍入误差累积后仍可能触发
±inf。建议在训练循环中插入 watchdog，每 100步统计一次 inf/nan计数，若超过 0.1 %即回退到 FP32。
通信方面，All-Reduce若使用 BF16，梯度桶聚合时可把桶大小从 25 MB提升到 50 MB，以降低量化误差；
但在梯度裁剪前仍需先把桶内元素累加到 FP32，再做裁剪。调优 checklist包括：loss scaling在 BF16下通
常可设为 1.0；梯度裁剪阈值建议从 1.0放宽到 2.0；每 500步做一次 FP32真值前向校验，若验证集波动超过
0.3 %即回退。迁移 checklist则建议先在 10 %步数上开启 autocast，观察 loss曲线平稳后再全量切换。

6 未来展望
下一代低精度格式 FP8已在 Hopper Tensor Core中落地，NVIDIA给出了 E4M3与 E5M2两种编码；
MXFP4则试图把 4位浮点也带入训练。软件栈正在把 loss scaling、dtype选择做成自动策略，如 PyTorch
2.2的 torch.amp新增了「自动 dtype回退」功能。学术界关于「Deterministic Training是否必须 FP32」
的争论仍在继续，但工业界已普遍接受「BF16+FP32主权重」的混合方案。

7 结论
BF16已在绝大多数 CV、NLP任务上证明与 FP32无显著差异，成为大模型训练的主流精度。成功关键在于
保留 FP32主权重、设计合理的通信策略，以及建立完善的监控体系。建议读者在下一次训练任务中，先用
autocast(bf16)跑 10 %步数，再决定是否全量切换。
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8 附录

8.1 推荐超参模板（YAML）

1 fp16:

enabled: false

3 bf16:

enabled: true

5 gradient_clipping: 2.0

loss_scale: 1.0

这段 YAML配置把 BF16打开，同时把梯度裁剪阈值放宽到 2.0，loss scaling系数设为 1.0，适合大多数收敛
稳定的模型。

8.2 精度换算小工具（Python 片段）

import torch

2 def to_bf16(x):

# 先转 FP32 再截断到 BF16，避免直接从低精度转低精度
4 return x.to(torch.float32).to(torch.bfloat16)

该函数先把输入张量提升到 FP32，再截断到 BF16，确保中间不会因连续低精度转换而丢失更多有效位。


